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融合 YOLOX和 ASFF的高原山地灾害检测模型
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摘要 : YOLOX 是全球首个一阶无锚框目标检测模型，超越了 YOLO⁃V（3⁃5）和 SSD 等传统锚框模型，极大提高了

山地灾害检测识别精度。然而，该模型存在不同尺度之间特征不一致的问题，融合后的特征图质量有待提升。以

西藏高原山地灾害重灾区为试验区，在建立了西藏高原山地灾害数据集的基础上，通过融合 Adaptively Spatial Fea⁃
ture Fusion（ASFF）注意力机制和骨干网络尺寸调整机制，设计了一个优化的、不同适用性的高原山地灾害检测模

型（Plateau mountain disaster detection model，PMDDM）。为验证 PMDDM 模型的优越性，将其与传统 YOLOX 模

型、不同注意力机制、不同目标检测模型进行了对比分析，并且对不同尺度模型的检测性能和可视化结果也进行了

对比分析研究。结果表明：ASFF 注意力机制可以有效的解决传统 YOLOX 模型中存在的不同尺度特征间的特征

不一致问题，且对模型检测性能提升明显优于 SE、CBAM、ECA、GAM 和 Coord 等注意力机制；PMDDM 模型对山

地灾害的检测精度优于 Faster⁃RCNN、SSD 和 YOLO⁃V3 模型，可以满足不同工作场景对硬件配置、检测速度和精

度的需求，且模型尺度越大，识别目标的准确率越高。
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A Plateau Mountain Disaster Detection Model by Integrating YOLOX 
and ASFF
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Abstract:  YOLOX is the world's earliest first-order anchor-free frame target detection model， which 
surpasses traditional anchor frame models such as YOLO-V （3-5） and SSD， and greatly improves the 
accuracy of mountain disaster detection and recognition. However， the model suffers from feature in⁃
consistency between features at different scales， and the quality of the fused feature map needs to be 
improved. This paper presents the mountain disaster-stricken areas on the Tibetan plateau as the ex⁃
perimental site， based on the basis of the established Tibetan plateau mountain disaster dataset， intro⁃
duces the Adaptively Spatial Feature Fusion （ASFF） attention mechanism and backbone network 
size adjustment mechanism to design an optimized system with different applicability. The new plateau 
mountain disaster detection model （PMDDM） improves the detection accuracy of plateau mountain 
hazards and enhances the convenience of plateau mountain hazard detection. Meanwhile， the PMD⁃
DM model was also compared  with traditional YOLOX and other models with different attention 
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mechanisms and different object detection to verify it superiority. The detection performance and visu⁃
alization results of different scale models are also comparatively analyzed and studied in this paper. 
The results show that the ASFF attention mechanism can effectively solve the problem of feature in⁃
consistency among different scale features in the traditional YOLOX model； the ASFF attention 
mechanism improves the model detection performance much better than the attention mechanisms of 
SE， CBAM， ECA， GAM and Coord； the detection accuracy of the PMDDM model for mountain 
hazards is better than that of Faster-RCNN， SSD and YOLO-V3 models； the PMDDM model can 
meet requirements of hardware configuration， detection speed and accuracy for different working sce⁃
narios； the larger the scale of PMDDM model， the higher the accuracy rate of identifying targets.
Keywords: plateau mountain hazards； object detection； attention mechanism； YOLOX； ASFF

0 引  言

高原山地灾害发生位置的确定是后续减灾救

灾工作制定、实施的基础和前提［1⁃2］。一般地，在山

地灾害发生之后，越早确定灾害的位置，越有助于

降低减灾救灾难度、受灾损失和快速恢复生产。然

而，受限于高原基础设施分布少、人口密度低、生存

环境恶劣等因素，高原山地灾害确定的时间比较

晚，救灾难度、危害程度随之增加，如白格滑坡诱发

的灾害链［3⁃4］。因而，迫切需要一种可以快速确定高

原山地灾害发生位置的方法。

目前，确定高原山地灾害位置的方式主要有野

外调查［5］、无人机影像检测［6］和遥感影像检测［7］。其

中，野外调查是最传统、直接的山地灾害识别方法，

在白格滑坡、米林滑坡的减灾救灾工作中发挥了重

要作用。但是，该方法速度慢、效率低，而且需要克

服高原反应和恶劣的野外生存环境，无法满足对检

测速度的实际需求［8⁃9］。无人机影像检测是通过无

人机机载摄像头获取山地灾害的影像信息，通过影

像进行山地灾害的检测。相比于野外调查，在一定

程度上提高了检测效率、降低了检测难度，但是无

人机在高原也需要面临高原影响，如因空气稀薄导

致飞行高度低、续航时间短、信号不容易接收等问

题，便不能有效地检测高原山地灾害。遥感影像检

测是基于遥感影像，结合图像处理技术来检测山地

灾害发生的具体位置。这是一种在无物理接触前

提下可以大范围检测地质灾害的方法，已经被广泛

应用在山地灾害的识别任务中。

基于图像处理技术的山地灾害检测方法主要

包括机器学习和深度学习。其中，常见的机器学习

方法有支持向量机［10］、决策树［11］等，因其复杂的特

征处理过程、容易过拟合、模型泛化能力差等诸多

限制，已经不能满足样本数量大、应用场景复杂的

山地灾害检测需求。基于卷机神经网络深度学习

模型因其自动学习目标影像深层特征信息的能力、

不需要过多人为干扰和大数据处理能力，被广泛地

应用到图像处理任务中［12⁃13］。目前，基于卷积神经

网络的目标检测、语义分割算法被逐步应用到山地

灾害的检测任务中。K.Hacıefendioğlu 等［14］制作了

印度尼西亚帕卢地区的地震诱发滑坡数据集，对预

训练的 Faster R⁃CNN 进行训练，实现了对该地区地

震诱发滑坡和受损结构的有效检测，验证了遥感影

像在滑坡检测中的实际价值。L.Cheng 等［15］基于

YOLO⁃V4，使用群卷积和瓶颈残差模型替换由标

准卷积组成的卷积分量和残差模块，通过引入注意

力机制模块，提出了轻量级的滑坡检测模型。Z.Y.
Su 等［16］使用 U⁃Net 对香港大屿山发生的滑坡进行

了像素级检测，验证了基于遥感影像检测滑坡的高

效性和便捷性。S.P.Ji 等［17］为解决滑坡的特征多样

性和复杂背景的干扰，开发了源自人类视觉系统的

注意力机制，以促进卷积神经网络从背景中提取滑

坡更独特的特征表示。2021 年，Z.Ge 等［18］首次提出

基于无锚框检测机制的一阶目标检测模型 YO⁃
LOX。该模型在 YOLO 基础上，引入了以像元为单

位的无锚框机制，融合了像素级分割模型的特征推

理能力，进一步提高了模型的检测性能。然而，该

模型并没有很好地解决多尺度特征融合模块造成

的不同尺度特征不一致问题。并且，高原山地灾害

类型多、特征表现复杂、相似性大、背景干扰性强，

需要同时满足检测精度和检测速度的实际需求，对

检测模型的性能提出了更高的要求。

为此，本文以西藏高原地质灾害重灾区为例，

建立了山地灾害遥感影像数据集，在 YOLOX 基础

上，通过插入 ASFF 注意力机制和调整特征提取模

块的宽度和深度，提出了一种多场景适用性的高原
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山地灾害快速检测模型（PMDDOM）。通过与 YO⁃
LOX 模型、不同注意力机制、不同目标检测模型对

比分析，验证了 PMDDOM 模型的优越性。通过对

不同尺度模型的检测性能和可视化结果的对比分

析，确定了模型的不同适用场景。

1 PMDDOM 模型构建

1.1 YOLOX模型

2021 年，Z.Ge 等［18］首次提出了基于无锚框检测

机制的一阶目标检测器 YOLOX。相比于传统锚框

机制检测模型，该模型首次提出了无锚框预测机

制，包括无锚框、解耦头、初步筛选、精细化筛选。

该模型的检测性能超越了 YOLO⁃V（3⁃5），为提升

山地灾害的检测精度提供了可能。

然而，YOLOX 延续了 YOLO 系列的多尺度特

征融合方式，尽管可以提升小目标检测性能，但是

不可避免地存在不同尺度特征不一致性问题，影响

模型检测性能的进一步提升。因此，本文引入 AS⁃
FF 注意力机制对融合后的特征图进行自适应融合，

提升特征图质量。

1.2 ASFF原理及融合机制

ASFF 是一种特征自适应融合策略，可以自适

应地学习每个尺度特征图的融合空间权重，实现特

征在空间上的融合，保证不同尺度特征的一致性。

主要操作包括恒等缩放、加权融合系数和自适应融

合三部分。恒等缩放包括 1/2 下采样、1/4 下采样和

上采样，其中 1/2 下采样操作为 3×3 conv（stride=
2），1/4 下采样操作为 3×3 conv（stride=2）和 Max 
Pooling（stride=2）组成，上采样操作为 1×1 conv
（stride=1）和 interpolation 组成。加权融合系数是

由网络自适应学习到的，它们在所有通道间是共享

的，计算公式为：

αli,j =
e
λlα

i,j

e
λlα

i,j + e
λlβ

i,j + e
λlγ

i,j

（1）

β li,j =
e
λlβ

i,j

e
λlα

i,j + e
λlβ

i,j + e
λlγ

i,j

（2）

γli,j =
e
λlγ

i,j

e
λlα

i,j + e
λlβ

i,j + e
λlγ

i,j

（3）

αli,j + β li,j + γli,j = 1 （4）
自适应融合是由前三个特征图融合得到，融合

后（i，j）处的向量是前三个特征图（i，j）处向量融合

得到的，计算公式为：

y li,j = αli,j ·x1 → l
i,j + β li,j ·x2 → l

i,j + γli,j ·x3 → l
i,j （5）

YOLOX 与 ASFF 的融合方式对模型性能影响

较大。为有效解决 PAFPN 模块输出特征图的不一

致问题，将 ASFF 插入 PAFPN 之后，分别对 PAF⁃
PN 模块输出的 3 种尺度特征图进行自适应融合，统

一不同特征尺度之间的特征信息。

1.3 PMDDOM 模型

图 1 展示了 PMDDOM 的模型框架，主要由 4
部分组成：骨干网络、PAFPN、ASFF 和解耦头。其

中，骨干网络、PAFPN 和解耦头是 YOLOX 原有的

组成模块，ASFF 是本文插入的注意力机制模块。

骨干网络主要由 Focus、CBS、C3 和 SPP 组成。

Focus 可以在不丢失影像信息条件下进行采样。

CBS 由卷积核、Batch Normalization（BN）和 SiLu 激

活函数组成。Bottleneck 由两个 CBS 和跳跃链接组

成。 C3 由 CBS、Bottleneck、Concat 和跳跃链接组

成 。 它 的 输 入 为 640×640×3，输 出 的 特 征 为

Stride⁃8 特 征 图（80×80×256）、Stride⁃16 特 征 图

（40×40×512） 和 Stride⁃32 特 征 图 （20×20×
1 024）。

PAFPN 用来增强输出特征图中的语义特征和

位 置 信 息 特 征 。 它 的 输 入 为 Stride⁃8 特 征 图 、

Stride⁃16 特 征 图 和 Stride⁃32 特 征 图 ，输 出 为

Scale⁃1*特征图（20×20×1 024）、Scale⁃2*特征图

（40×40×512）和 Scale⁃3*特征图（80×80×256）。

ASFF 在 YOLOX 模型的 PAFPN 后插入，其输

入端为 Scale⁃1*特征图、Scale⁃2*特征图和 Scale⁃3*
特 征 图 ，输 出 Scale⁃1 特 征 图（20×20×1 024）、

Scale⁃2 特 征 图（40×40×512）和 Scale⁃3 特 征 图

（80×80×256），大小不变。

解耦头将分类任务和定位任务分开，用来提升

计算效率。本文共设置 3 个解耦头，分别对 ASFF
输出的 Scale⁃1、Scale⁃2 和 Scale⁃3 特征图进行目标

分类和定位任务。输入 Scale⁃1 特征图，通过解耦头

可以得到分类结果（20×20×3）、目标结果（20×
20×1）、位置结果（20×20×4）；输入 Scale⁃2 特征

图，通过解耦头可以得到分类结果（40×40×3）、目

标结果（40×40×1）、位置结果（40×40×4）；输入

Scale⁃3 特 征 图 ，通 过 解 耦 头 可 以 得 到 分 类 结 果

（80×80×3）、目 标 结 果（80×80×1）、位 置 结 果

（80×80×4）。共计 8 400 个锚框结果。
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1.4 不同适用性模型设计

为将检测模型应用到更广、更多的工作场景，

满足对硬件配置、检测精度、实时检测的不同需求，

通过调整骨干网络的宽度和深度，开发了不同适用

性的高原滑坡检测模型。

2 西藏高原山地灾害遥感数据集

西藏高原是我国受山地灾害影响和威胁的重

灾区，常见的有滑坡、降雨诱发泥石流和冻融诱发

泥石流［19］。该地区的山地灾害有两种破坏模式：直

接破坏和次生灾害。其中，直接破坏是指山地灾害

对原位置和运动轨迹上的建筑房屋、基础设施等造

成的破坏。次生灾害是指高原山地灾害可能会堵

塞河流形成堰塞坝，其溃坝后对下游居民安全、基

础设施等造成的破坏。例如白格滑坡对下游梯级

水电站的正常运行带来了极大挑战［1］。主要原因是

西藏高原海拔高、地势地形险要、人口密度低等因

素，人工徒步的搜寻方式很难快速确定灾害点位

置，导致减灾方案制定滞后、后续工作难以及时开

展，灾害的危害程度与治理难度急剧加大。因此，

迫切需要一种快速、准确地检测高原山地灾害位置

的方法，为后续减灾救灾工作提供依据。

根据文献和西藏高原应急救灾的实际需求，本

研究选取滑坡、降雨诱发泥石流和冻融诱发泥石流

为主要研究对象，分类标准采用 O.Hungr 等［20］的滑

坡分类系统。灾害数据集主要来源于参考文献、野

外调查和目视解译，数据集的获取平台为 Google 
Earth。一共采集到 1 161 个山地灾害影像，如图 2
所示，详细信息见表 2。获取的山地灾害遥感影像

示例如图 3~5 所示。

3 试验与结果分析

3.1 模型训练设置与评价指标

本文研究所有试验采用相同的软硬件配置环

图 1　改进 YOLOX 的模型框架

Fig.1　Improved YOLOX's model framework

表 1 不同适用性骨干网络设计

Table 1 Backbone design for different applicability

模型参数

深度

宽度

C3_1
C3_2
C3_3
C3_4

S
0.33
0.50

1
3
3
1

M
0.67
0.75

2
6
6
2

L
1.0
1.0
3
9
9
3
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境，其中硬件主要 Intel Xeon® Gold 5118 CPU 和

GeForce RTX 2080 Ti 11G GPU，操 作 环 境 为

Ubuntu 18.04， CUDA⁃10.1.105， Python⁃3.7.11，
torch⁃1.9.0 等。训练时的超参数设置：warmup_ep⁃

ochs 为 5，warmup_lr 为 0，basic_lr_per_img 为 0.01/
64，no_aug_epochs 为 15，min_lr_ratio 为 0.05，ema 为

True，weight_decay 为 5e⁃4，momentum 为 0.9，
Max_epoch 为 300。

采用的评价指标为平均正确率（Average Preci⁃
sion，AP）、均值平均正确率（mean Average Preci⁃
sion，mAP）和 Frames Per Second（FPS）。其中，AP
的计算公式为：

AP = ∑
i= 1

n- 1

( ri+ 1 - ri ) P inter ( ri + 1 ) （6）

式中，P ( r )表示在［ri，ri+ 1］范围内样本中的最大值；

ri为［0，0.1，0.2，…，1.0］范围内。

mAP 是每一类地质灾害 AP 总和的平均，计算

公式为：

mAP = 1
k ∑
i= 1

k

AP i （7）

式中，k为目标检测类别数量，本文为 3。
FPS 为检测模型每秒可以检测的图像数量，当

FPS 大于 30 张/s时，模型达到实时检测的标准。

3.2 PMDDOM 与 YOLOX对比

为验证选用 ASFF 注意力机制对 YOLOX 检测

性能提升的有效性，选用高原滑坡数据集分别对

PMDDOM 和 YOLOX 的 S、M、L 尺度模型进行了

训练和测试，结果见表 3。可以发现：相较于 YO⁃
LOX，在 S 尺 度 模 型 ，PMDDOM 的 AP 滑坡 、

AP 降雨诱发泥石流、AP 冻融诱发泥石流、mAP 分别提升了 0.023、
0.013、0.018、0.018，在 M 尺度模型，PMDDOM 的

AP 滑坡、AP 降雨诱发泥石流、AP 冻融诱发泥石流、mAP 分别提升了

0.017、0.040、0.006，在 L 尺度模型，PMDDOM 的

AP 滑坡、AP 降雨诱发泥石流、AP 冻融诱发泥石流分别提升了 0.015、
0.032、0.017。可见，PMDDOM 在 S、M、L 三种尺度

的检测性能优于 YOLOX 模型，选用 ASFF 注意力

机制可以明显提升 PMDDOM 的高原山地灾害检

测精度，解决了不同尺度特征不一致问题。

3.3 不同注意力机制对比

为验证选用 ASFF 注意力机制的合理性，选用

SE［21］、CBAM［22］、ECA［23］、GAM［24］、Coord［25］5 种注

意 力 机 制 为 参 照 组 ，分 别 插 入 YOLOX⁃S、

YOLOX⁃M 和 YOLOX⁃L 并进行训练和测试，计算

得到的结果见表 4~6。
表 4 是不同注意力机制在 S 尺度模型上的计算

结果，可以发现：从单一类别目标检测精度来看，

图 2　西藏高原山地灾害数据集分布示意

Fig.2　Distribution of mountain hazard datasets in the 
Tibetan plateau

表 2 西藏高原山地灾害数据集

Table 2 Tibetan Plateau Mountain Hazards Dataset

类型

训练集

验证集

测试集

合计

滑坡

372
63

126
561

降雨诱发泥石流

200
33
67

300

冻融诱发泥石流

200
33
67

300

合计

772
129
260

1 161

图 3　滑坡遥感影像示例

Fig.3　Example of remote sensing image of landslide

图 4　降雨诱发泥石流遥感影像示例

Fig.4　Example of remote sensing images of rainfall-induced 
debris

图 5　冻融诱发泥石流遥感影像示例

Fig.5　Example of remote sensing images of freeze-thaw 
induced debris
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ASFF 在 S 尺 度 模 型 上 的 AP 滑坡 、AP 冻融诱发泥石流 是

0.849、0.784，优于 SE、CBAM、ECA、GAM、Coord
注意力机制。尽管 CBAM 的 AP 降雨诱发泥石流略

优于其它注意力机制，但是在滑坡和冻融诱发泥石

流上的表现较 ASFF 差很多。从 mAP 来看，ASFF
在 S 尺 度 模 型 上 的 AP 优 于 SE、CBAM、ECA、

GAM、Coord 注意力机制，表明 ASFF 对 S 尺度模型

检测性能的提升优于参照组注意力机制。

表 5 是不同注意力机制在 M 尺度模型上的计算

结果，可以发现：从单一类别目标检测精度来看，

ASFF 在 M 尺 度 模 型 上 的 AP 滑坡 、AP 冻融诱发泥石流 、

AP 降雨诱发泥石流是 0.849、0.783、0.801，优于 5 种参照组

注意力机制。从 mAP 来看，ASFF 在 M 尺度模型上

的 AP 优于 5 种参照组注意力机制，表明 ASFF 对 M
尺度模型检测性能的提升优于参照组注意力机制。

表 6 是不同注意力机制在 L 尺度模型上的计算

结果，可以发现：从单一类别目标检测精度来看，

ASFF 在 L 尺 度 模 型 上 的 AP 降雨诱发泥石流 和

AP 降雨诱发泥石流分别是 0.815 和 0.801，明显优于 5 种参

照组注意力机制。尽管 CBAM、ECA、Coord 在 L 尺

度模型上的 AP 滑坡略优于 ASFF，但是对降雨诱发

泥石流和冻融诱发泥石流的识别精度较低。SE 在

L 尺度模型上的 AP 滑坡值最高，但是在降雨诱发泥石

流类别的检测效果较 ASFF 差 0.57。主要原因为

5 种参照组注意力机制只对滑坡目标比较敏感，而

对降雨诱发泥石流的识别能力差。从 mAP 来看，

ASFF 在 L 尺度模型上的 mAP 值优于 5 种参照组注

意力机制，表明 ASFF 对 L 尺度模型检测性能的提

升优于参照组注意力机制。

综上所述，选用 ASFF 注意力机制对模型检测

性能的提升优于 SE、CBAM、ECA、GAM、Coord 注

意力机制，表明 ASFF 对滑坡、降雨诱发泥石流和冻

融诱发泥石流特征的整体敏感性强，识别能力高，

这也验证了选用 ASFF 相较于选用参照组注意力机

制的合理性。

3.4 不同目标检测模型对比

为验证 PMDDOM 模型检测性能的优越性，选

用 Faster⁃RCNN、SSD、YOLO⁃V3 作为参照组进行

对比测试分析，结果见表 7。可以发现，PMDDOM
系 列 模 型 在 AP 滑坡 、AP 降雨诱发泥石流 、AP 冻融诱发泥石流 和

mAP 的检测值明显优于参照组，验证了 PMDDOM
的优越性。

表 5 不同注意力机制的 M 尺度模型检测结果

Table 5 Detection results of M‑scale models with 
different attention mechanisms

注意力机制

SE
CBAM

ECA
GAM
Coord
ASFF

AP 滑坡

0.821
0.845
0.834
0.843
0.824
0.849

AP 降雨诱发泥石流

0.763
0.751
0.727
0.762
0.780
0.783

AP 冻融诱发泥石流

0.785
0.797
0.806
0.760
0.786
0.801

mAP
0.790
0.797
0.789
0.788
0.797
0.811

表 4 不同注意力机制的 S尺度模型检测结果

Table 4 Detection results of S‑scale models with different 
attention mechanisms

注意力机制

SE
CBAM

ECA
GAM
Coord
ASFF

AP 滑坡

0.844
0.821
0.840
0.828
0.815
0.849

AP 降雨诱发泥石流

0.736
0.757
0.727
0.722
0.753
0.746

AP 冻融诱发泥石流

0.769
0.738
0.743
0.777
0.751
0.784

mAP
0.783
0.772
0.770
0.776
0.773
0.793

表 6 不同注意力机制的 L尺度模型检测结果

Table 6 Detection results of M‑scale models with 
different attention mechanisms

注意力机制

SE
CBAM

ECA
GAM
Coord
ASFF

AP 滑坡

0.854
0.848
0.846
0.837
0.842
0.840

AP 降雨诱发泥石流

0.758
0.800
0.773
0.769
0.758
0.815

AP 冻融诱发泥石流

0.794
0.793
0.788
0.779
0.795
0.801

mAP
0.802
0.814
0.802
0.795
0.798
0.819

表 3 PMDDOM 和 YOLOX实验结果对比

Table 3 Comparison results of PMDDOM and YOLOX 

模型

尺度

S

M

L

模型

PMDDOM
YOLOX

PMDDOM
YOLOX

PMDDOM
YOLOX

AP 滑坡

0.849
0.826
0.849
0.832
0.840
0.825

AP 降雨诱发泥石流

0.746
0.733
0.783
0.743
0.815
0.783

AP 冻融诱发泥石流

0.784
0.766
0.801
0.795
0.801
0.784

mAP

0.793
0.775
0.811
0.790
0.819
0.797
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3.5 PMDDOM 适用性分析

本文一共设计了 S、M、L 三种不同尺度的山地

灾害检测模型，选用的评价指标为 AP、mAP、FPS、

模型大小，结果见表 8。可以发现：PMDDOM⁃S 模

型的检测精度低，检测速度快，模型最小，适用于检

测速度要求高、硬件配置低、检测精度要求低的应

用场景；PMDDOM⁃L 模型的检测精度高，检测速度

低、模型最大，适用于检测精度要求高、硬件配置

高、检测速度要求低的场景；PMDDOM⁃M 模型的

检测精度、检测速度、FPS、模型大小居中，适用于对

单一检测要求不高、硬件配置居中的工作环境。需

要强调的是，所有检测模型的 FPS 30 张/s，全部满

足实时检测的需求。

3.6 不同尺度 PMDDOM 可视化分析

图 6 是 PMDDOM 模型的滑坡检测结果示例，

黄色矩形框表示滑坡标定区域。可以发现，对于同

一 个 滑 坡 目 标 ，PMDDOM⁃L 的 识 别 准 确 率 为

81.8%、PMDDOM⁃M 的 识 别 准 确 率 为 79.1%、

PMDDOM⁃S 的识别准确率为 76.4%。这表明模型

的尺度越大，对滑坡的识别准确率越高。

图 7 是 PMDDOM 模型的降雨诱发泥石流检测

结果示例，蓝色矩形框表示降雨诱发泥石流标定区

域。可以发现，对于同一个降雨诱发泥石流目标，

PMDDOM⁃L 的 识 别 准 确 率 为 72.4%、

PMDDOM⁃M 的 识 别 准 确 率 为 53.2.1%、

PMDDOM⁃S 的识别准确率为 33.1%。这表明模型

的尺度越大 ，对降雨诱发泥石流的识别准确率

越高。

图 8 是 PMDDOM⁃L 模型的冻融诱发泥石流检

测结果示例，浅蓝色矩形框表示冻融诱发泥石流标

定区域。可以发现，对于同一个冻融诱发泥石流目

标 ，PMDDOM⁃L 的 识 别 准 确 率 为 81.2%、

PMDDOM⁃M 的 识 别 准 确 率 为 80.4%、

图 7　降雨诱发泥石流检测结果可视化示例

Fig.7　Example of visualization of rainfall-induced debris 
detection results

表 7 不同检测模型检测结果

Table 7 Detection results of different detection models

检测模型

Faster⁃RCNN
SSD

YOLO⁃V3
PMDDOM⁃S
PMDDOM⁃M
PMDDOM⁃L

AP 滑坡

0.740
0.699
0.746
0.849
0.849
0.840

AP 降雨诱发泥石流

0.545
0.451
0.682
0.746
0.783
0.815

AP 冻融诱发泥石流

0.535
0.605
0.707
0.784
0.801
0.801

mAP
0.518
0.585
0.712
0.793
0.811
0.819

图 6　滑坡检测结果可视化示例

Fig.6　Example of landslide detection result visualization

表 8 不同适用性模型检测结果

Table 8 Results of different applicability models

检测

模型

PMDD
OM⁃S
PMDD
OM⁃M
PMDD
OM⁃L

AP 滑坡

0.849

0.849

0.840

AP 降雨诱发泥石流

0.746

0.783

0.815

AP 冻融诱发泥石流

0.784

0.801

0.801

mAP

0.793

0.811

0.819

FPS

125

83

52

大小

71.8

202.7

433.9
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PMDDOM⁃S 的识别准确率为 77.2%。这表明模型

的尺度越大，对冻融诱发泥石流的识别准确率越

高。图 8（c）右下角被标定为冻融诱发泥石流，说明

PMDDOM⁃L 可以根据冻融诱发泥石流的局部信息

识别到目标。

总的来说，PMDDOM 的模型尺度越大，识别目

标的准确率越高，并且 PMDDOM⁃L 可以根据目标

的局部信息识别目标。

4 结  论

针对 YOLOX 多尺度特征融合模块的特征不一

致问题，通过引入 ASFF 注意力机制和调整特征提

取模块的宽度和深度，提出了不同适用性的高原山

地灾害检测模型 PMDDOM。以西藏高原重灾区为

例，选取滑坡、降雨诱发泥石流和冻融诱发泥石流

为检测对象，对模型进行了训练和测试。为验证

PMDDOM 的优越性，与 YOLOX 模型、不同注意力

机制、不同目标检测模型进行了对比分析。为验证

模型的适用性，对不同尺度模型的检测性能和可视

化结果进行了对比分析。结果表明：

（1）ASFF 可以有效解决 YOLOX 模型中存在

的不同尺度特征间的特征不一致问题，提升高原山

地灾害的检测精度。选用 ASFF 注意力机制对模型

检测性能的提升优于 SE、CBAM、ECA、GAM、Co⁃
ord 注意力机制；PMDDOM 高原山地灾害检测模型

在滑坡、降雨诱发泥石流、冻融诱发泥石流的检测

性能优于当前经典的目标检测模型 Faster⁃RCNN、

SSD、YOLO⁃V3。
（2）不 同 尺 度 PMDDOM 的 适 用 场 景 不 同 。

PMDDOM⁃S 适用于检测速度要求高、硬件配置低、

检测精度要求低的应用场景，PMDDOM⁃L 适用于

检测精度要求高、硬件配置高、检测速度要求低的

应用场景，PMDDOM⁃M 适用于对单一检测要求不

高、硬件配置居中的工作环境。

（3）PMDDOM 的模型尺度越大，识别目标的准

确率越高。同时，PMDDOM⁃L 可以根部目标的局

部信息推断出目标的具体位置。
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